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次元削減次元削減

次元の呪い：高次元データは扱いにくい

データの本質的な構造を保ちつつ
次元数を削減したい
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線形次元削減線形次元削減

本発表では線形の次元削減問題を考える

高次元標本

埋め込み行列

埋め込まれた低次元標本

適切な埋め込み行列 を求めたい！
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本発表の構成本発表の構成

1. 線形次元削減問題
2. 主成分分析(PCA)
3. 局所性保存射影(LPP)
4. フィッシャー判別分析(FDA)
5. 局所フィッシャー判別分析(LFDA)
6. 準教師つき局所フィッシャー判別分析(SELF)
7. 次元削減と計量学習



5主成分分析(PCA)主成分分析(PCA)
基本アイデア：

標本の最良近似を与える
低次元部分空間を求める

埋め込み後の標本の散らばり
が最大になる部分空間を
求めればよい！

射影方向
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全標本散布行列：

ＰＣＡ規準：埋め込み後の全標本散布を大きく

解：全標本散布行列 の上位の固有ベクトルを
並べる

PCA（続き）PCA（続き）

正規化



7PCAの例PCAの例

データの大域的な構造が保存される．

クラスタ等の局所的な構造は保存されると
は限らない．
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9局所性保存射影(LPP)局所性保存射影(LPP)

基本アイデア：“似ている” 標本同士を近くに

埋め込む

He & Niyogi (NIPS2003)

データの局所的な構造が保存される



10LPP（続き）LPP（続き）
類似度行列：

近くにある標本同士の類似度は大きい

遠くにある標本同士の類似度は小さい

例：



11LPP（続き）LPP（続き）
局所性行列：

LPP規準：類似度 が大きい標本同士を近づける

解：局所性行列 の下位の固有ベクトルを並べる

：類似度

正規化
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LPPの例LPPの例

クラスタ構造が保存される．

教師なしのため，クラス間の分離性は
考慮されない．
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教師付き次元削減教師付き次元削減

教師つき学習：

ラベルあり標本

同じクラスの標本は近くにまとめたい

違うクラスの標本は遠くに離したい
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クラス内散布行列：

クラス間散布行列：
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Fisher (1936)
フィッシャー判別分析(FDA)フィッシャー判別分析(FDA)



16FDA（続き）FDA（続き）
FDA規準：
クラス間散布を大きく

クラス内散布を小さく

解：クラス内・クラス間散布行列の一般化
固有値問題の上位の固有ベクトルを並べる
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FDAの例FDAの例

異なるクラスの標本がうまく分離される

クラス内に多峰構造がある場合はうまくいかない

のため，最大でも 個の特徴
しか取り出せない
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クラス内多峰性クラス内多峰性

あるクラスのデータが多峰性を持つ

医療データ：
ホルモンアンバランス（多い・少ない） vs.  正常
数字認識：
偶数（０，２，４，６，８） vs. 奇数（１，３，５，７，９）
多クラス分類：
一クラス vs.  残りのクラス (one-versus-rest)

クラス２（赤）クラス１（青）
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局所フィッシャー判別分析(LFDA)局所フィッシャー判別分析(LFDA)

基本アイデア：

同じクラスの近くの標本は
近くに埋め込む

同じクラスでも遠くの標本
は近づけなくてもよい

異なるクラスの標本は遠く
に埋め込む 近づけな

くてもよい

遠く

近く

Sugiyama (JMLR2007)

ＬＰＰとＦＤＡを組み合わせる！
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違うクラスの標本は遠くに埋め込む

FDAの散布行列のペアワイズ表現FDAの散布行列のペアワイズ表現

同じクラスの標本は近くに埋め込む



22LFDA（続き）LFDA（続き）
局所クラス内散布行列：

局所クラス間散布行列：

のとき，元のクラス内・クラス間散布と一致

：類似度



23LFDA（続き）LFDA（続き）
LFDA規準：
局所クラス間散布を大きく

局所クラス内散布を小さく

解：局所クラス内・クラス間散布行列の一般化
固有値問題の上位の固有ベクトルを並べる



24

−10 −5 0 5 10
−10

−5

0

5

10

−10 −5 0 5 10
−10

−5

0

5

10

−10 −5 0 5 10
−10

−5

0

5

10

LFDAの例LFDAの例

クラス間の分離性が保存される．

クラス内のクラスタ構造も保存される．

通常は が成り立つため，
任意の個数の特徴が取り出せる

：クラス数

射影方向
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甲状腺疾患データの可視化甲状腺疾患データの可視化

甲状腺疾患データ（5次元）
T3-resin uptake test.
Total Serum thyroxin as measured by the 
isotopic displacement method. 
など

ラベル：正常 or 異常
甲状腺異常には

機能亢進（こうしん）：機能が強すぎる

機能低下：機能が弱すぎる

の2種類がある
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可視化結果（一次元）可視化結果（一次元）

FDA LFDA

異常

正常

正常と異常はうまく
分かれる
機能亢進と低下は
混ざってしまう

正常と異常はうまく分かれる
機能亢進と低下もうまく分かれる
見つかった特徴は甲状腺機能の
レベルと強い負の相関
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次元削減＋最近傍識別の誤認識率次元削減＋最近傍識別の誤認識率

次元数はクロスバリデーションで決定，数値は平均（標準偏差）

青地はクラス内多峰性があるデータ，赤字は５％のｔ検定で優位に良いもの

LDI：局所識別情報 (Hastie & Tibshirani, IEEE-PAMI1996)
NCA：近傍成分分析 (Goldberger, Roweis, Hinton & Salakhutdinov, NIPS2004)
MCML：最大縮退計量学習 (Globerson & Roweis, NIPS2005)

0.911.0470.6197.231.111.00計算時間比

12.7(1.2)12.4(1.0)17.9(1.5)12.6(0.8)20.7(2.5)12.5(1.0)waveform
3.6(0.6)3.7(0.7)3.5(0.4)3.7(0.6)4.1(0.6)3.5(0.4)twonorm

33.0(12.0)33.0(11.9)33.1(11.9)33.0(11.9)33.1(11.9)33.1(11.9)titanic
4.9(2.6)4.2(2.9)18.5(3.8)4.5(2.2)8.0(2.9)4.6(2.6)thyroid
22.6(1.3)23.2(1.2)17.3(0.9)―17.9(0.8)16.9(0.9)splice
21.6(1.4)20.6(1.1)22.0(1.2)21.8(1.3)17.5(1.0)21.1(1.3)ringnorm
3.4(0.5)3.6(0.7)4.7(0.8)―3.0(0.6)3.2(0.8)image
24.3(3.5)23.3(3.8)23.3(3.8)23.0(4.3)23.9(3.1)21.9(3.7)heart
30.2(2.4)30.7(2.4)31.3(2.4)29.8(2.6)30.7(2.4)29.9(2.8)german
39.1(5.1)39.2(4.9)――39.3(4.8)39.2(5.0)f-solar
31.2(3.0)31.5(2.5)31.2(2.1)―30.8(1.9)32.0(2.5)diabetes
34.5(5.0)33.5(5.4)34.0(5.8)34.9(5.0)36.4(4.9)34.7(4.3)b-cancer
13.6(0.8)13.6(0.8)39.4(6.7)14.3(2.0)13.6(0.8)13.7(0.8)banana

PCALPPMCMLNCALDILFDA
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準教師つき次元削減準教師つき次元削減

準教師つき学習：

少数のラベルあり標本

多数のラベルなし標本

教師つき次元削減法は，少数のラベルあり
標本に過適合しやすい

多数のラベルなし標本の情報も活用したい
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準教師つき学習における

LFDAとPCA
準教師つき学習における

LFDAとPCA

LFDA：過適合しやすい
PCA：ラベルの情報を利用していない
LFDAとPCAは相補的な傾向がある
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準教師つき局所フィッシャー判別分析

(SELF, Semi-Supervised LFDA)
準教師つき局所フィッシャー判別分析

(SELF, Semi-Supervised LFDA)
基本アイデア：LFDAとPCAのいいところを
組み合わせる

着目点：LFDAとPCAは同じ形式の固有値
問題

ＰＣＡ：

ＬＦＤＡ：

方針：固有値問題を組み合わせる



32SELF（続き）SELF（続き）
SELFの固有値問題：LFDAとPCAの重みつき和

正則化局所クラス内散布行列

正則化局所クラス間散布行列

解：上位の固有ベクトルを並べる



33Olivetti Faceデータの可視化Olivetti Faceデータの可視化
メガネ vs. メガネなし

SELF(β=0.5)

LFDAPCA LFDA：過適合PCA:ラベルが混合

SELF
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次元削減＋最近傍識別の誤認識率次元削減＋最近傍識別の誤認識率

LFDAとPCAは相補的
SELF（ ）はLFDAとPCAのいいところ取り
をクロスバリデーションで最適化すると，さらに
性能が向上

10.3(2.4)11.2(0.8)9.6(1.1)15.7(0.9)SSL2
6.0(1.4)6.2(1.1)6.0(1.3)14.9(1.8)SSL1

14.1(1.4)15.5(1.0)14.3(1.8)21.1(3.9)SSL3
33.4(3.7)48.7(2.4)36.6(2.4)33.4(3.5)SSL4
27.3(2.9)31.0(1.9)27.2(2.3)27.5(2.3)SSL5
27.0(2.7)27.3(2.7)35.4(2.4)38.1(1.5)SSL6
27.7(1.4)29.3(1.6)29.1(2.4)29.4(2.4)SSL7

SELF
(CV)PCASELF

( )LFDA



35非線形次元削減：カーネルSELF非線形次元削減：カーネルSELF
標本を非線形変換で特徴空間に移す

特徴空間内で線形次元削減を行なう

カーネル関数を用いることにより，効率よく
非線形次元削減が行なえる

特徴空間入力空間
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計量学習計量学習

計量行列 ：

計量学習：最近傍識別機の性能向上

が凸関数のとき，大域解を求められる

Xing, Ng, Jordan & Russell (NIPS2002)
Goldberger, Roweis, Hinton & Salakhutdinov (NIPS2004)
Weinberger, Blitzer & Saul (NIPS2005)
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計量学習と次元削減計量学習と次元削減
と分解すれば，

計量のランクが縮退しているとき，
計量学習と同時に
次元削減も行なう

しかし，低ランクの拘束条件は非凸：

が凸関数であっても， は
に関しては非凸

次元削減は一般に非凸！
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次元削減と計量学習（続き）次元削減と計量学習（続き）
レイリー商形式の次元削減：

この最適化問題は凸ではないが，最適な
埋め込み空間の値域が一意に定まる

（固有空間）
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次元削減と計量学習（続き）次元削減と計量学習（続き）

但し，レイリー商形式の定式化では，
埋め込み空間内の計量は決定できない：

は計量に関して不変

SELFではヒューリスティックに計量を決定：
上位の成分の重みを強く

下位の成分の重みを弱く

：任意の正則行列
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次元削減と計量学習（続き）次元削減と計量学習（続き）

固有値による重み付けは，実験的には
良さそうである

計量も学習するのであれば，２段階で行なう
ことにより解を一意に定めることができる：

例えば，Weinberger, Blitzer & Saul (NIPS2005)

第１段階：次元削減

SELFで埋め込み空間
の値域を一意に決定

第２段階：計量学習

凸計量学習法で埋め込み
空間内の計量を一意に決定
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まとめまとめ

LFDA：FDAとLPPの組み合わせ
クラス間分離性とクラス内局所構造を保存

解が閉じた形で計算でき，高速かつ安定

SELF：LFDAとPCAの組み合わせ
クラス間分離性，クラス内局所構造，大域的構造を
バランスよく保存

解が閉じた形で計算でき，高速かつ安定

計量学習：次元削減も同時に行なうと凸性が
失われ，解が一意に求まらない

SELF+凸計量学習の2段階法により，解を一意
に定めることができる
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